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基于多尺度胶囊Swin Transformer的SAR图像目标识别方法
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摘 要：通过协同胶囊单元的语义特征编码和Swin Transformer的上下文特征图建模优势相结合，提出了一种多

尺度胶囊Swin Transformer网络（MSCSTN），将胶囊编码和Swin Transformer联合应用于SAR图像目标识别。该

网络集成3个并行的胶囊Swin Transformer编码结构，融合后对输入图像进行分类。每个结构通过基于膨胀卷积

切片划分的胶囊令牌编码器和三维胶囊Swin Transformer模块构建，能捕获更深层次、更广泛的语义特征。在运

动和静止目标的获取与识别（MSTAR）数据集及FUSAR-Ship数据集上的实验结果表明，MSCSTN在各种测试

条件下均优于其他方法。结果表明，MSCSTN展现了良好的识别性能、泛化能力和应用潜力。

关键词：膨胀卷积切片分区；胶囊令牌编码器；三维胶囊Swin Transformer模块；多尺度胶囊Swin Transformer

网络；SAR图像目标识别

中图分类号：TN957.52 

文献标志码：A 

DOI：10.11959/j.issn.1000-436x.2025045

Multi-scale capsule Swin Transformer-based 
method for SAR image target recognition

HOU Yuchao1,2, WANG Jie1, LI Hongtao1, HAO Yan3, DUAN Xiaoqi2, HUANG Kaiwen2, TIAN Youliang2

1. Shanxi Key Laboratory of Cryptography and Data Security, Shanxi Normal University, Taiyuan 030031, China
2. State Key Laboratory of Public Big Data, Guizhou University, Guiyang 550025, China

3. School of Mathematics and Statistics, Taiyuan Normal University, Taiyuan 030002, China

Abstract: A multi-scale capsule Swin Transformer network (MSCSTN) was proposed by synergizing the semantic fea‐

ture encoding of capsule units with the context feature mapping of Swin Transformer. Capsule encoding and the Swin 

Transformer were jointly applied to SAR image target recognition. The network was integrated with three parallel cap‐

sule Swin Transformer encoding structures, which were fused to classify the input image. Each structure was constructed 

through a capsule token encoder based on expanded convolutional slice partition and a 3D capsule Swin Transformer 

module, which designed to capture of more profound and extensive semantic features.The experimental results on the 

moving and stationary target acquisition and recognition (MSTAR) dataset and FUSAR-Ship dataset were shown to dem‐

onstrate that MSCSTN outperformed other methods under various test conditions. The results demonstrate that MSCSTN 

exhibits excellent recognition performance, generalization ability, and potential for application.
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0　引言

合成孔径雷达（SAR, synthetic aperture radar）

具有全天候、远距离、高分辨率成像的能力[1-2]。

由于其在遥感成像上的优势，已被广泛应用于地

形分类[3]、变换检测[4]和灾害评估[5]等领域。然

而，在 SAR图像目标中，较小的纹理特征关注于

目标的局部细节和背景的相干斑噪声，而较大的

纹理特征通常存在于目标的轮廓中[6]。这些特点

导致 SAR 图像人工解译效率较低。因此，发展

SAR 自动目标识别（SAR ATR, SAR automatic tar‐

get recognition）技术具有重要的理论意义和巨大

的实用价值。

SAR图像目标识别主要有模板匹配和模式识别

2种方法。模板匹配是将测试样本与每类样本模板

进行比较，通过相似度来识别图像目标[7]。模式识

别是先借助物理或概念模型描述目标特征，然后利

用分类器对图像目标进行识别[8]。值得注意的是，

这些方法识别性能主要依赖于特征表示能力。当提

取的特征不能凸显不同类型目标之间的差异时，识

别性能会显著下降。

近年来，受深度学习技术成功的启发，研究人

员将其引入 SAR图像目标识别任务中，以提高特

征表示能力[9]。Chen等[10]利用卷积层代替全连接

层，首先提出一种全卷积神经网络（A-ConvNet, 

all-convolutional neural network）。Shang 等[11]提出

一种记忆卷积神经网络（M-Net, memory convolu‐

tion neural network）。该方法在CNN的基础上增加

一个信息记录器来记忆和存储样本空间特征，然后

利用特征的空间相似性信息来预测测试样本标签。

Liu等[12]充分利用SAR ATR的物理性质和深度判别

特征，提出一种散射和深度特征融合网络（SDF-

Net, scattering and deep feature fusion network）。这

些基于CNN的方法极大地推进了SAR图像目标识

别的研究。然而，这些方法仍然存在一些问题，很

难解释图像中部分与整体之间的空间关系，标量卷

积操作会丢失许多重要的特征信息使其对于输入微

小变化不敏感。这些方法从卷积获得的局部特征中

聚合全局信息，而不是直接对全局上下文进行编

码，因此，从背景相干斑噪声复杂的 SAR图像目

标中难以获得清晰完整的全局信息。

相比于CNN，胶囊网络（CapsNet, capsule net‐

work）可以将神经层嵌入另一个图层中，集合图像

的位姿信息和空间属性，更好地建模神经网络中内

部知识表示的分层关系。动态路由机制可以自适应

更新注意力权重，提高识别性能。Hou等[13]为了增

强小样本数据下 SAR图像特征提取能力，提出一

种带类分离损失函数的多维并行胶囊网络。Yu

等[14]引入联合分工协同训练框架作为特征过滤器，

将CapsNet与广泛学习系统结合起来，提高模型识

别性能。Swin Transformer可以借助更紧凑的特征

表示和更丰富的语义信息对上下文特征图进行建

模。He等[15]提出一种基于改进盲区的Swin Trans‐

former网络，以减轻 SAR图像中相干斑噪声的影

响，提高识别性能。Li 等[16]提出一种增强 Swin 

Transformer 检测网络的 SAR 图像目标识别方法。

然而，目前提出的CapsNet的浅层多采用传统标量

卷积层进行特征提取，对高层语义信息提取效果不

佳。Swin Transformer 多关注于图像的全局信息，

对局部信息的理解有限。本文旨在发挥CapsNet和

Swin Transformer的优势，首次尝试联合利用胶囊

编码和Swin Transformer解决SAR图像目标识别问

题。胶囊结构保留了图像中精细的局部特征，

Swin Transformer增强了全局特征捕获能力。本文

主要工作如下。

1) 提出一种多尺度胶囊Swin Transformer网络

（MSCSTN, multi scale capsule swin transformer net‐

work），通过考虑来自不同尺度的代表性判别信

息，更好地捕捉SAR图像目标特征。

2) 提出基于膨胀卷积切片分区的胶囊令牌编

码 器 （DCPP-CTE, dilated-convolution-patch-parti‐

tion-based capsule token encoder）。相比于传统令牌

编码器，DCPP-CTE可以在保持像素相对空间位置

不变、不丢失分辨率和不引入额外参数的前提下，

通过设置膨胀率自由提取不同感受野区域信息，捕

获更多微小的目标信息，最大限度地保留有用的内

容，对特征进行更深层次的理解。

3) 提出一种三维胶囊 Swin Transformer 模块

（3DCSTM, three-dimensional capsule swin trans‐

former module）。相比于传统 Swin Transformer 模

块，3DCSTM可以聚合来自多头注意力的信息，捕

获更多语义特征。

4) 利 用 运 动 和 静 止 目 标 的 捕 获 与 识 别

（MSTAR, moving and stationary target acquisition 

and recognition）数据集和FUSAR-Ship数据集进行
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了大量的算法实验，实验结果表明，在多种测试条

件下，所提MSCSTN优于绝大多数传统机器学习

方法和基于深度学习的方法。

1　基本模型

1.1　胶囊网络

CNN从上一层至下一层传递的是标量。标量

没有方向，对低层和高层特征的空间关系建模能力

较弱，因此，CNN在识别具有空间关系特征时存

在很大的局限性。与CNN不同的是，作为一种基

于胶囊结构的新型神经网络，CapsNet中的胶囊代

表了一组神经元，即向量[17]。胶囊的长度代表实

体存在的概率，胶囊的输出方向代表除长度之外的

角度、色调、位置等参数。低层胶囊ui使用动态路

由算法将预测信息传递到高层胶囊 vj中。低层胶囊

和高层胶囊之间的连接如图1所示。

1.2　Swin Transformer

作为一种基于注意力的结构，Transformer 超

越了之前基于复杂递归和 CNN 的序列转换模型，

被广泛应用于自然语言处理（NLP，natural lan‐

guage processing） 的 各 个 领 域[18]。 标 准 Trans‐

former由多头自注意（MSA，multi-head self-atten‐

tion）、多层感知机（MLP，multiple layer percep‐

tron）和层归一化（LN， layer normalization）组

成[19]，如图 2(a)所示。MSA在建立输入和输出序

列之间的全局依赖关系方面发挥了关键作用。

Transformer凭借其在NLP领域取得的重大突破及

卓越的性能，引起了计算机视觉（CV，computer 

vision）领域研究人员的广泛关注[20]。Dosovitskiy

等[21]首次将纯Transformer网络结构应用于图像分

类任务中，并取得了显著的分类效果。随后，基于

Transformer的模型被广泛应用在目标检测[22]、图

像分割[23]和图像生成[24]等各个领域，可以媲美甚

至超越同时期基于CNN的方案。

然而，由于这些模型特征映射的分辨率较低，

且计算复杂度随图像大小增加呈 2次增长的特点，

这些模型的架构并不适合在密集视觉任务或输入图

像分辨率较高的情况下使用。因此，Liu等[25]提出

了基于移位窗口策略的 Swin Transformer。该模型

抛弃了传统Transformer中的MSA，提出基于窗口

的MSA（W-MSA，window based self-attention）和

基于移位窗口的 MSA（SW-MSA，shifted window 

based self-attention），2 个连续的 Swin Transformer

如图 2(b)所示。该模型将MSA的计算限制在非重

叠窗口的同时允许跨窗口信息交互，对于不同分辨

率的输入图像具有鲁棒性且计算复杂度随图像大小

的增加呈线性增长。

1.3　膨胀卷积

膨胀卷积的主要思想是在保持参数量不变的情

况下在卷积核像素之间插入空洞以增加其感受

野[26]。与传统标准卷积相比，膨胀卷积可以捕获

更丰富的语义信息，提高识别准确率。当膨胀率为1

时，膨胀卷积可视为标准卷积。而当膨胀率大于1

时，卷积核将对特征图等膨胀率-1间隔采样。其

计算式为

Ok
j ( x,y) = σ (∑e = 0

wd - 1∑
f = 0

wd - 1

K k
ji ( )e,f ×

)Ok - 1
i ( )x - r ⋅ e,y - r ⋅ f + υk

j (1)
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图1　低层胶囊和高层胶囊之间的连接

··276



第 3 期 侯宇超等：基于多尺度胶囊Swin Transformer的SAR图像目标识别方法

其中，(x, y)为像素单元位置，σ (·)为激活函数，K k
ji

为卷积核，其核大小为wd×wd，r为膨胀率，υk
j 为

偏置。

膨胀卷积的感受野P计算式为

P = wd + (wd - 1) (r - 1) (2)

当卷积核大小为 4×4，膨胀率分别为 1、 2、3

时，膨胀卷积的感受野分别为 4×4、7×7、10×10。

在这3种情况下，膨胀卷积如图3所示。

2　MSCSTN模型

2.1　整体结构

MSCSTN模型结构如图4所示。该网络并行了

3 条三维胶囊 Swin Transformer 编码结构，最后将

它们整合在一起判定输入图像的类别。每个结构由

一个DCPP-CTE和 2个 3DCSTM组成。具体地说，

首先，将每幅大小为 96×96 的图像输入 3 个膨胀

率，分别为 1、2和 3；将卷积核大小为 4×4、步长

为4的膨胀卷积切片分区层进行切片分区，并在通

道方向展平，得到
96
4

×
96
4

= 24 × 24个特征维度

为4 × 4 = 16的切片。接着，将原始切片特征分别

通过卷积核大小为 3×3、步长为 2的胶囊编码层后

得到12×12个特征维度为16、向量长度为4的矢量

胶囊编码特征图。然后，将矢量特征分别通过卷积

核大小为 3×3、步长为 1的令牌编码层后得到 12×

12个特征维度为16、向量长度为8的矢量令牌编码

特征图。再将上一阶段得到的矢量特征图分别输入

2个连续的3DCSTM中，在3DCSTM中编码提取特

征语义。最后，将3个结构输出的特征级联以确定

其类别。

2.2　基于膨胀卷积切片分区的胶囊令牌编码器

传统令牌编码器采用的局部卷积切片分区忽略

(a) 7C5>1 (b) 7C5>2 (c) 7C5>3 

图3　膨胀卷积
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图4　MSCSTN模型结构
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了相邻图像区域的空间相似性，使其难以对全局空

间特征建立长期的依赖关系，而标量卷积编码操作

也会丢失许多重要的特征信息使其难以感受输入的

细微变化。

为了解决这一问题，本文提出DCPP-CTE，结

构如图5所示。DCPP-CTE由膨胀卷积切片分区层、

胶囊编码层和令牌编码层3个部分组成。首先，将

每幅大小为 h×w的图像输入膨胀率为 r、卷积核大

小为wd×wd、步长为wd的膨胀卷积切片分区层进行

切片分区，并在通道方向展平，得到
h

wd

×
w
wd

个特

征维度为wd
2的切片。接着，将原始切片特征通过

卷积核大小为wc×wc、步长为w′c的胶囊编码层后得

到wd
2张大小为

h
wd × wc ′

×
w

wd × wc ′
、向量长度为 l

的胶囊编码特征图。最后，将胶囊编码特征通过卷

积大小为wt×wt、步长为w′t的令牌编码层后得到wd
2

张大小为
h

wd × wc ′ × wt ′
×

w
wd × wc ′ × wt ′

、向量长

度为 2l 的令牌编码特征图。在后续的实现中，

DCPP-CTE 并行了 3 个结构，每个结构中 DCPP-

CTE的膨胀率 r是不同的。不同结构的切片分区具

有不同大小的感受野区域，既能提取细微的局部信

息，又能通过膨胀卷积收集丰富的空间特征，进而

获得多尺度特征表示。

2.3　三维胶囊Swin Transformer模块

本文提出一种3DCSTM，该模块由一个利用远

程全局特征交互的三维（移位）窗口多头自注意

（3D(S)W-MSA， three-dimensional (shifted) window 

multi-head self-attention）、一个胶囊聚合（CA，

capsule aggregation）和一个MLP组成。在3D(S)W-

MSA和MLP前增加LN层进行线性归一化，并在

CA和MLP后增加残差连接进行模型增强。3DW-

MSA和3DSW-MSA分别被应用于2个连续的3DC‐

STM中，结构如图6所示。

连续的3DCSTM可表示为

ẑ l=CA (3DW-MSA (LN ( zl-1 ) ) )+zl-1

zl=MLP (LN ( ẑ l ) )+ẑ l

ẑ l+1=CA (3DSW-MSA (LN ( zl ) ) )+zl

zl+1=MLP (LN ( ẑ l+1 ) )+ẑ l+1 (3)

其中，ẑ l 和 zl 分别为第 l层中 3DW-MSA和MLP的

输出，ẑ l + 1 和 zl + 1 分别为第 l + 1层中 3DSW-MSA

和MLP的输出。
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图6　2个连续的3DCSTM结构
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2.3.1　三维（移位）窗口多头自注意机制

作为一种高效的自注意力机制，本文在 W-

MSA的基础上提出了在局部三维窗口内计算自注

意力的3DW-MSA。假设输入特征图大小为h × w ×

d，每个窗口切片大小为M × M × M。MSA在三维输入

特征图下（3D-MSA）的计算复杂度为

Ω (3D-MSA)=4hwdC2+2 (hwd ) 2
C (4)

3DW-MSA的计算复杂度为

Ω (3DW-MSA)=4hwdC2+2hwdM 3C (5)

其中，当窗口切片大小固定时，Ω (3D-MSA)的
hwd 是二次的，Ω (3DW-MSA)的 hwd 是线性的。

相比于标准 3D-MSA，3DW-MSA的窗口以不重叠

的方式均匀地分割图像，一定程度上降低了计

算量。

3DW-MSA缺乏跨窗口的连接，限制了它的建

模能力。本文在不增加计算的情况下引入跨窗口交

互 ， 提 出 了 3DSW-MSA。 相 比 于 3DW-MSA，

3DSW-MSA 将规则分区的窗口切片大小替换为

M
2

×
M
2

×
M
2
， 并 沿 着 3 个 方 向 坐 标 轴 按

( M
2

,
M
2

,
M
2 )移动。同时，在计算注意力时将较小

的窗口填充为 M × M × M 大小，屏蔽了填充值。

3DSW-MSA 中的自注意力计算跨越了 3DW-MSA

中先前窗口的边界，提供了它们之间的连接。3D

移位窗口示例如图7所示。假设输入特征图大小为

8×8×8，每个窗口切片大小为4×4×4。第 l层采用了

规则分区窗口，窗口数量为2×2×2=8。第 l + 1层将

上一层规则分区的窗口切片大小替换为2×2×2，并

沿着 3个方向坐标轴按（2, 2, 2）移动，窗口数量

变为 3×3×3=27。虽然增加了窗口数量，但是通过

循环移位，批处理窗口的数量仍然与规则分区的窗

口数量保持一致，具有高效批计算能力。

值得注意的是，在计算自注意力时，本文为每个

头部引入3D相对位置偏差Bi ∈ RM 2 × M 2 × M 2

，第 i个

注意力头ui的计算方法为

ui = Soft max ( Qi K i
T

g
+ Bi )Vi, i ∈ [1,h] (6)

其中，Qi,Ki,Vi ∈ RM 3 × d 为第 i 个头的查询矩阵、

键矩阵和值矩阵；d 为查询特征和键特征维度，

M 3为 3D窗口中的切片令牌的数量，h是注意力头

的个数。由于每个轴的相对位置在[-M + 1, M - 1]

的范围内，本文参数化了一个小型偏置矩阵

B̂ ∈ R(2M - 1) × (2M - 1) × (2M - 1)，Bi的值来自 B̂。

2.3.2　胶囊聚合模块

本文使用的多头自注意力机制将注意力从一个

唯一空间扩展到不同的表征子空间。这种映射过程

旨在不同的子空间中独立探索可能的表示，因此可

以避免由一个单一空间建模引起的风险。不同的注

意力头可能在不同的子空间中携带不同的空间属性

特征。然而，不同的子空间可能拥有相似的信息，

进而导致语义冗余。将不同的注意力头直接连接在

一起忽略了其冗余性，并可能将它们视为不同的语

义而导致错误的后续操作，从而导致性能下降。本

文利用胶囊结构设计一个胶囊聚合模块来排列和融

合来自不同头部的语义和空间属性信息，提高模型

特征提取能力。

胶囊编码旨在通过迭代动态路由过程将输入胶

囊的信息聚类，并将每个聚类的代表性信息存储在

输出胶囊中。本文在多头注意力机制之后插入一个

胶囊聚合模块，对所有来自头部的信息进行梳理。

在多头自注意力机制中，不同的注意力头可以看作

是对同一物体不同视角的观察。输入胶囊层表示同

一输入的不同空间属性特征。迭代路由过程可以更

好地决定哪些信息及多少信息流向输出胶囊。理想

情况下，每个输出胶囊代表输入的一个独特属性，

并在组合时携带所有需要的信息。

胶囊聚合模块结构如图8所示。首先，利用预

定义的空间转换矩阵Wij将第 i个注意力头的输出ui

转换为对特征胶囊 j的预测 ûj|i。转换公式为

ûj|i = Wijui (7)

然后，对胶囊 ûj|i加权求和得到向量 sj为

sj =∑
i

cij ûj|i (8)

其中，cij为2个胶囊间的耦合系数。

;9<C=: 8×8×8

*2*?: 4×4×4

+l)
*2*?: 2×2×2=8

+l+1)
*2*?: 3×3×3=27 

图7　3D移位窗口示例
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最后，利用压缩（Squash）函数对胶囊输出进

行非线性激活，使激活后的输出向量 vj的长度保持

在 0和 1范围内，且保证 vj和输入向量 sj方向一致。

其公式为

vj =
 sj

1 +  sj

2
·

sj

 sj

(9)

其中，当 sj较长时，第一项近似为1；类似地，当 sj

很短时，第一项近似为 0；第二项是对 sj进行单位

化操作。

注意力头 i与胶囊 j之间的权重由动态路由机制

进行更新，计算步骤如下。

首先，初始化连接概率 bij，并计算耦合系数

cij为

cij =
exp ( )bij∑

k

exp ( )bik

(10)

其次，利用 Squash函数激活胶囊输出，得到

输出胶囊vj。

然后，将所有的注意力头分别转换得到的胶囊

ûj|i与胶囊vj点乘，并更新胶囊间连接概率bij为

bij = bij + ûj|ivj (11)

最后，达到路由迭代次数时，循环停止，否则

返回第一步重新计算系数cij。

3　实验结果与分析

3.1　实验数据集

本文使用的SAR图像数据集为MSTAR数据集和

FUSAR-Ship数据集，这2个数据集的详细信息如下。

MSTAR数据集是由美国国防部先进研究项目局

和空军实验室共同资助，使用桑迪亚国家实验室X波

段SAR传感器平台采集的，分辨率为0.3 m×0.3 m，

全方位角覆盖0° ~ 360°。该数据集包括10类军用车辆

目标（火炮：2S1 和 ZSU-234；卡车：BRDM-2、

BTR-60、BMP-2、BTR-70、D-7和ZIL-131；坦克：

T-62和T-72），MSTAR数据集中的10种图像如图9所

示。这些SAR图像来源于不同的场景。基于SAR图

像采集条件的差异，MSTAR数据集可分为标准操作

u
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图8　胶囊聚合模块结构

(a) 2S1 (b) ZSU-234 (c) BRDM-2 (d) BTR-60 (e) BMR-2

(f) BTR-70 (g) D-7 (h) ZIL-131 (i) T-62 (j) T-72

图9　MSTAR数据集中的10种图像
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条件（SOC，standard operating condition）和扩展

操作条件（EOC，extended operating condition）。

FUSAR-Ship 数据集来自高分 3 号（GF-3）卫

星，专为SAR海洋监测设计[27]。该数据集由126张

原始图像构成，涵盖了海洋、陆地、海岸、河流和

岛屿等多种场景。本文选择的船舶包括货船、渔

船、油轮和其他船舶；陆地包括桥梁、沿海土地和

陆地块；海洋包括海洋块和海杂波；强虚警目标等

10种具有代表性的场景进行评估，FUSAR-Ship数

据集中的10种图像如图10所示。

3.2　实验设置

MSTAR数据集和FUSAR-Ship数据集中不同类

别的图像大小不同。为了避免尺寸与噪声的影响，

本文直接将所有SAR图像的中心裁剪为96×96大小

的输入模型，在此过程中未进行任何姿态修正。

本 文 在 Intel i7 9800X CPU、 NVIDIA RTX 

2080Ti GPU、16 GB 内存、CUDA 11.1、CuDNN 

7.6.5、Python 3.7.3语言、Pytorch框架的计算机上进

行实验，采用随机梯度下降算法[28]。训练时设置算法

迭代50次，学习率为0.01，动量系数为0.95，批次大

小为16，权重衰减系数为0.000 1，批次归一化常数ε

为0.000 01，随机失活率为0.2，耦合系数cij为3[26]。

3.3　标准操作条件下的识别性能

本节在 SOC下对该模型进行评估[10]。实验使

用的训练集为17°俯仰角的车辆目标，测试集为15°

俯仰角的车辆目标，SOC下的训练集和测试集如

表1所示。

本节分别使用STN、MSSTN和MSCSTN这3种

模型进行实验并对比实验结果。STN与MSSTN模

型结构如图 11和图 12所示。在使用相同实验设置

并经过充分训练的情况下，STN、MSSTN和MSC‐

STN的详细测试结果如表2~表4所示。MSCSTN的

整体识别准确率达到了 99.92%。相比于 STN 和

MSSTN，MSCSTN的整体识别准确率分别提高了

0.79%和0.46%。MSCSTN在10类车辆目标中只有

BMP-2、BTR-70 这 2 种车辆分类存在错误，且这

两种车辆识别准确率也都高于99%。

表5将MSCSTN与一些方法进行了对比。相比

于 SVM [17]、 SRC [18]、 A-ConvNet [10]、 CNN＋

SVM[29]、CNN-TL-bypass [30]、CNN＋属性散射中

心（ASC，attributed scattering center）[31]、轻量卷

积神经网络（LCNN，lightweight CNN）＋视觉注

意力（VA，visual attention）[32]、贝叶斯特征匹配

（BFM，bayesian feature matching）[33]、分层融合全

局和局部特征（FGL，hierarchically fusing global 

and local feature）[33]、 M-Net [11]、 IFTS-Net [22]、

SDF-Net [33]、FEC [34]、特征生成和校准的局部分类

（LcFGC， local classification with feature generation 

and calibration）[35]、 多 模 态 特 征 融 合 学 习

（MoFFL，multimodal feature fusion learning）[36]和

(a) 0* (b) B* (c) A5 (d) 8<*) (e) 84

(f) @/=+ (b) 5+3 (h) /@3 (i) /B) (j) 8?26(

图10　FUSAR-Ship数据集中的10种图像

  表1　 SOC下的训练集和测试集

类型

2S1

ZSU-234

BRDM-2

BTR-60

BMP-2

BTR-70

D-7

ZIL-131

T-62

T-72

训练集数量/个

299

299

298

256

233

233

299

299

299

232

测试集数量/个

274

274

274

195

195

196

274

274

273

196

2)20
88,9)

20
(5)

47
(5)

Swin 

Transformer

9282
)/)×2

;9
=?

MLP

)
=?
3(

96×96×1 4×4, 4, 24×24×16
3×3, 2, 

12×12×16

3×3, 1, 

12×12×16
12×12×16 1×16 1×10

图11　STN模型结构
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目标阴影掩膜辅助学习（TSMAL， target-shadow 

mask assistance learning）[37]，MSCSTN的识别准确

率分别提高了 3.14%、 3.63%、 0.79%、 0.77%、

0.83%、 0.51%、 0.38%、 4.30%、 0.84%、 0.21%、

1.02%、 0.34%、 0.33%、 0.74%、 0.17% 和 0.55%。

实验结果表明，MSCSTN具有良好的识别性能。

9282
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图12　MSSTN模型结构

  表2　 SOC下STN的实验结果

类型

2S1

ZSU-234

BRDM-2

BTR-60

BMP-2

BTR-70

D-7

ZIL-131

T-62

T-72

识别准确率

2S1

273

0

0

0

1

0

0

0

0

0

99.64%

ZSU-234

0

272

1

0

0

0

0

0

1

0

99.27%

BRDM-2

0

2

270

0

1

1

0

0

0

0

98.54%

BTR-60

0

0

0

192

2

0

1

0

0

0

98.46%

BMP-2

0

0

0

0

192

1

0

1

1

0

98.46%

BTR-70

0

0

1

0

0

194

1

0

0

0

98.98%

D-7

0

0

0

0

1

0

272

0

1

0

99.27%

ZIL-131

0

2

0

0

1

0

0

271

0

0

98.91%

T-62

0

0

0

0

0

0

0

0

273

0

100%

T-72

0

0

0

0

0

0

0

0

1

195

99.49%

总计

99.13%

  表3　 SOC下MSSTN的实验结果

类型

2S1

ZSU-234

BRDM-2

BTR-60

BMP-2

BTR-70

D-7

ZIL-131

T-62

T-72

识别准确率

2S1

273

0

0

0

0

0

1

0

0

0

99.64%

ZSU-234

0

274

0

0

0

0

0

0

0

0

100%

BRDM-2

0

0

273

0

0

0

0

0

0

1

99.64%

BTR-60

0

1

0

192

0

0

1

1

0

0

98.46%

BMP-2

0

0

0

0

195

0

0

0

0

0

100%

BTR-70

1

0

0

0

1

193

0

0

0

1

98.47%

D-7

0

0

0

0

0

0

274

0

0

0

100%

ZIL-131

0

0

1

0

0

0

0

271

0

2

98.91%

T-62

0

1

0

0

0

0

0

0

272

0

99.63%

T-72

0

1

0

1

0

0

0

0

0

194

98.98%

总计

99.46%
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3.4　扩展操作条件下的识别性能

为了进一步验证所提方法的可靠性、稳定性和

泛化能力，本节在几种EOC下对该模型进行评估。

3.4.1　EOC 1：大俯仰角变化

本节选用2S1、ZSU-234、BRDM-2和T-72这4

种车辆目标进行实验。训练集和测试集的俯仰角

分别为 17°和 30°，EOC 1 下的训练集和测试集如

表 6 所示。图 13 展示了不同俯仰角下的 SAR 图

像。表 7 给出了 EOC 1 下 MSCSTN 的实验结果。

表 8 将 MSCSTN 与几种具有代表性的方法进行了

对比。相比于 SVM[17]、 SRC[18]、A-ConvNet[10]、

CNN＋SVM[29]、LCNN＋VA[32]、M-Net[11]、SCN[38]、

IFTS-Net[22]、 SDF-Net[33]、 LcFGC[35]、 MoFFL[36]

和TSMAL[37]，MSCSTN的识别准确率分别提高了

7.21%、 0.73%、 3.01%、 1.92%、 1.65%、 1.65%、

0.35%、2.27%、1.97%、2.27%、0.52%和1.13%。

  表6　 EOC 1下的训练集和测试集

类型

2S1

ZSU-234

BRDM-2

T-72

训练集数量/个

299

299

298

299

测试集数量/个

288

288

287

288

(a1) 2S1 (a2) ZSU-234 (a3) BRDM-2 (a4) T-72

(b1) 2S1 (b2) ZSU-234 (b3) BRDM-2 (b4) T-72

(a) -@1>17°

(b) -@1>30°

图13　不同俯仰角下的SAR图像

  表4　 SOC下MSCSTN的实验结果

类型

2S1

ZSU-234

BRDM-2

BTR-60

BMP-2

BTR-70

D-7

ZIL-131

T-62

T-72

识别准确率

2S1

274

0

0

0

0

0

0

0

0

0

100%

ZSU-234

0

274

0

0

0

0

0

0

0

0

100%

BRDM-2

0

0

274

0

0

0

0

0

0

0

100%

BTR-60

0

0

0

195

0

0

0

0

0

0

100%

BMP-2

0

0

0

0

194

0

1

0

0

0

99.49%

BTR-70

0

0

1

0

0

195

0

0

0

0

99.49%

D-7

0

0

0

0

0

0

274

0

0

0

100%

ZIL-131

0

0

0

0

0

0

0

274

0

0

100%

T-62

0

0

0

0

0

0

0

0

273

0

100%

T-72

0

0

0

0

0

0

0

0

0

196

100%

总计

99.92%

  表5　SOC下MSCSTN与现有方法的识别准确率对比

方法

SVM [17]

A-ConvNet [10]

CNN-TL-bypass[30]

LCNN＋VA [32]

FGL [33]

IFTS-Net [22]

FEC [34]

MoFFL [36]

MSCSTN

SRC [18]

CNN＋SVM[29]

CNN＋ASC[31]

BFM [33]

M-Net [11]

SDF-Net [33]

LcFGC [35]

TSMAL [37]

识别准确率

96.78%

99.13%

99.09%

99.54%

99.08%

98.90%

99.59%

99.75%

99.92%

96.29%

99.15%

99.41%

95.62%

99.71%

99.58%

99.18%

99.37%
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3.4.2　EOC 2：型号变化

图14展示了4种不同配置的T-72图像。EOC 2

下的训练集（俯仰角为 17°）和测试集（俯仰角为

15°和17°）如表9所示，用于测试的BMP-2和T-72

的配置不包括在训练集中。表 10给出了详细的实

验结果。表 11将MSCSTN与几种具有代表性的方

法进行了对比。MSCSTN在每一类图像目标上的

识别准确率均达到 98%以上，且整体识别准确率

要高于其他对比方法。实验结果表明，在型号变化

下，MSCSTN可以捕获同一目标不同配置间的差

异，取得较为理想的效果。

  表9　 EOC 2下的训练集和测试集

类型

BMP-2

BRDM-2

BTR-70

T-72

训练集

序列号

SN9563

E71

C71

132

数量/个

233

298

233

232

测试集

序列号

SN9566

SNC21

—

—

SN812

A04

A05

A07

A10

数量/个

428

429

0

0

426

573

573

573

567

(a) A04 (b) A05 (c) A07 (d) A10

图14　4种不同配置的T72图像

  表11　EOC 2下MSCSTN与现有方法的识别准确率对比

方法

SVM [17]

A-ConvNet [10]

LCNN＋VA [32]

FGL [33]

IFTS-Net [22]

FEC [34]

MoFFL [36]

MSCSTN

SRC [18]

CNN＋SVM [29]

BFM [33]

M-Net [11]

SDF-Net [33]

LcFGC [35]

TSMAL [37]

识别准确率

96.64%

98.12%

98.66%

98.46%

95.46%

98.48%

98.57%

99.10%

95.12%

98.09%

97.90%

98.74%

98.76%

98.40%

98.20%

  表10　 EOC 2下MSCSTN的实验结果

类型

BMP-2

T-72

总计

序列号

SN9566

SNC21

SN812

A04

A05

A07

A10

BMP-2

420

425

4

2

2

4

3

BRDM-2

4

2

0

0

0

0

1

BTR-70

3

2

0

0

2

2

0

T-72

1

0

422

571

569

567

563

识别

准确率

98.13%

99.06%

99.06%

99.65%

99.30%

98.95%

99.29%

99.10%

  表7　 EOC 1下MSCSTN的实验结果

类型

2S1

ZSU-234

BRDM-2

T-72

识别准确率

2S1

286

2

0

0

99.31%

ZSU-234

4

284

0

0

98.61%

BRDM-2

0

0

286

1

99.65%

T-72

0

0

3

285

98.96%

总计

99.13%

  表8　EOC 1下MSCSTN与现有方法的识别准确率对比

方法

SVM [17]

A-ConvNet [10]

LCNN＋VA [32]

SCN [38]

SDF-Net [33]

MoFFL [36]

MSCSTN

SRC [18]

CNN＋SVM [29]

M-Net [11]

IFTS-Net [22]

LcFGC [35]

TSMAL [37]

识别准确率

91.92%

96.12%

97.48%

98.78%

97.16%

98.61%

99.13%

98.4%

97.21%

97.48%

96.86%

96.86%

98.00%
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3.4.3　EOC 3：噪声污染

本节根据预定义的信噪比（SNR，signal-to-

noise ratio）向所有测试样本添加加性白高斯噪声

来模拟受随机噪声干扰的 SAR图像，而对训练样

本不做任何修改[34]。本节实验使用的训练集与测

试集和3.3节相同。图15显示了不同SNR下的加噪

图像。随着噪声污染的恶化，越来越多的目标特征

被淹没在噪声中，这必然会增加识别难度。图 16

显示了不同方法在不同SNR下的识别准确率对比。

从图16中可以看出，当SNR从10 dB降低到-10 dB

时，所有方法的识别性能均发生显著下降。MSC‐

STN在不同 SNR下都有最高的识别准确率，并且

在 SNR 为-10 dB 时识别准确率仍可达到 92.87%，

远高于其他方法。实验结果表明，MSCSTN在受

到不同程度噪声污染场景中鲁棒性较强。 

3.4.4　EOC 4: 分辨率变化

本节根据预定义分辨率从频域中心提取指定比

例的数据，得到不同分辨率的测试样本图像[34]，

如图 17所示。在此过程中对训练样本不做任何修

改。本节实验使用的训练集与测试集和3.3节相同。

图 18展示了不同分辨率下不同方法的识别准确率

对比。从图 18 中可以看出，随着分辨率的降低，

目标信息逐渐不清晰，所有方法的识别性能逐渐下

降，但MSCSTN的识别性能始终优于其他对比方

法。结果表明，MSCSTN在处理测试集中样本分

辨率变化问题时具有一定的潜力。  

3.4.5　EOC 5: 训练样本数量有限

本节选取俯仰角为17°下的部分图像作为训练集

和俯仰角为15°下的全部图像作为测试集。图19显示

(a) B= (b) SNR=10 dB (c) SNR=5 dB

(d) SNR=0 dB (e) SNR=−5 dB (f)  SNR=−10 dB

图15　不同SNR下的加噪图像

1050−5−10
30%

40%
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100%  

;
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SVM

SRC

 

A-ConvNet 

BFM

 FGL
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LcFGC

 

MoFFL

TSMAL

MSCSTN

图16　不同SNR下不同方法的识别准确率对比

(a) 0.3 m×0.3 m (b) 0.4 m×0.4 m (c) 0.5 m×0.5 m

(d) 0.6 m×0.6 m (e) 0.7 m×0.7 m

图17　不同分辨率下的SAR图像
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图18　不同分辨率下不同方法的识别准确率对比
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了不同训练样本比例下不同方法的识别准确率对比。

A-ConvNet [9]、M-Net [11]、SCN [38]、IFTS-Net [12] 、

SDF-Net [33]、 FEC [34]、LcFGC [35]、MoFFL [36] 和

TSMAL [37]在10%训练样本下的识别准确率分别为

73.44%、 82.0%、 79.2%、 80.2%、 76.4%、 85.1%、

85.79%、85.63%和 84.41%。此时MSCSTN的识别

准确率仍能达到96.58%，远高于其他方法的识别准

确率。实验结果表明，当训练样本数量有限时，

MSCSTN可以取得相对满意的识别性能。

3.5　FUSAR-Ship数据集下的识别性能

本节利用FUSAR-Ship数据集对该模型进行评

估，其训练样本和测试样本的详细信息如表 12所

示。表 13 给出了 MSCSTN 的实验结果。表 14 将

MSCSTN 与几种具有代表性的方法进行了对比。

在FUSAR-Ship数据集下，MSCSTN获得了93.57%

的识别准确率。相比于SVM [17]、SRC [18]、A-Con‐

vNet [10]、CNN＋SVM [29]、LCNN＋VA [32]、BFM [33]、

M-Net [11]、 IFTS-Net [22]、SDF-Net [33]、FEC [34]、

LcFGC [35]、MoFFL [36]和TSMAL [37]，MSCSTN的

识别准确率分别提高了14.66%、12.42%、12.66%、

7.55%、 9.96%、 3.77%、 6.50%、 3.47%、 5.61%、

4.53%、3.47%、2.38% 和 3.06%。实验结果表明，

在FUSAR-Ship数据集下，MSCSTN仍然可以取得

相对满意的识别性能。

  表13　 FUSAR-Ship数据集下MSCSTN的实验结果

类型

货船

渔船

油轮

其他船舶

桥梁

沿海土地

陆地块

海洋块

海杂波

强虚警目标

识别准确率

货船

141

0

7

4

4

0

0

0

0

0

90.38%

渔船

4

96

2

4

0

0

0

0

0

0

90.57%

油轮

4

2

53

3

0

1

1

0

0

0

82.81%

其他船舶

2

4

1

124

1

0

0

0

0

1

93.23%

桥梁

0

0

0

3

415

5

8

5

2

0

94.75%

沿海土地

0

0

0

0

6

285

5

2

3

2

94.06%

陆地块

0

0

0

2

8

6

466

1

1

3

95.69%

海洋块

0

0

0

0

6

5

7

505

10

2

94.39%

海杂波

0

3

0

2

0

6

10

9

551

9

93.39%

强虚警目标

0

0

1

0

0

0

2

2

8

115

89.84%

总计

93.57%
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图19　不同训练样本比例下不同方法的识别准确率对比

  表12　FUSAR-Ship数据集中的训练样本和测试样本

类型

货船

渔船

油轮

其他船舶

桥梁

沿海土地

陆地块

海洋块

海杂波

强虚警目标

训练集数量/个

366

248

150

312

1023

707

1137

1250

1378

299

测试集数量/个

156

106

64

133

438

303

487

535

590

128
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3.6　消融分析

3.6.1　DCPP-CTE有效性验证

本节将DCPP-CTE中膨胀卷积切片分区替换为

简单的局部卷积切片分区，对比和验证膨胀卷积切

片分区的有效性。不同条件下2种分区方法的识别

准确率对比如图 20 所示。值得注意的是，在

EOC 3、EOC 4、EOC 5下选择了最苛刻的条件用

作对比，EOC 3下SNR为-10 dB，EOC 4下分辨率

为 0.7 m × 0.7 m，EOC 5 下训练样本比例为 10%。

当使用局部卷积切片分区时，模型识别准确率普遍

要低于使用膨胀卷积切片分区时模型识别准确率。

膨胀卷积切片分区有助于模型自由提取不同感受野

区域信息，最大化提高其识别性能。

本节将DCPP-CTE中矢量胶囊编码替换为简单

的标量卷积编码，对比和验证矢量胶囊编码的有效

性。不同条件下2种编码方法的识别准确率对比如

图 21所示。EOC 2下使用标量卷积编码时模型识

别准确率要略高于使用矢量胶囊编码时模型识别准

确率。而在其他条件下，使用标量卷积编码时模型

识别准确率要低于使用矢量胶囊编码时模型识别准

确率。矢量胶囊编码有助于模型捕获微小目标信

息，深入理解特征。

不同分支可以通过不同膨胀率的膨胀卷积提取

不同感受野区域信息。每个分支的膨胀卷积膨胀率

对识别性能有着重要的影响。选择(1, 1, 1)、(1, 1, 2)、

(1, 2, 2)、(2, 2, 2)、(2, 2, 3)、(2, 3, 3)、(3, 3, 3)和

(1, 2, 3)共 8组膨胀率大小组合评估其对性能的影

响，识别准确率对比如图 22所示。当选择(1, 2, 3)

这种组合时，模型识别准确率普遍较高。不同膨胀

率的膨胀卷积可以提取图像中不同维度的空间特

征，提高模型识别性能。

SOC EOC 1 EOC 2 EOC 3 EOC 4 EOC 5
90%

92%

94%

96%

98%

100%

FUSAR-
Ship

;
(
D
9
5

)E<0

 (420
 ;416

图21　不同条件下2种编码方法的识别准确率对比
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图20　不同条件下2种分区方法的识别准确率对比

SOC EOC 1 EOC 2 EOC 3 EOC 4 EOC 5
90%

92%

94%

96%

98%
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;
(
D
9
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(1, 1, 1)

 (1, 1, 2)

 (1, 2, 2)

 (2, 2, 2)

 (2, 2, 3)

 (2, 3, 3)

 (3, 3, 3)

 (1, 2, 3)

图22　不同条件下多种膨胀率大小组合的识别准确率对比

  表14　FUSAR-Ship下MSCSTN与现有方法识别

准确率对比

方法

SVM [17]

A-ConvNet [10]

LCNN＋VA [32]

M-Net [11]

SDF-Net [33]

LcFGC [35]

TSMAL [37]

SRC [18]

CNN＋SVM [29]

BFM [33]

IFTS-Net [22]

FEC [34]

MoFFL [36]

MSCSTN

识别准确率

78.91%

80.91%

83.61%

87.07%

87.96%

90.10%

90.51%

81.15%

86.02%

89.80%

90.10%

89.04%

91.19%

93.57%
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3.6.2　3DCSTM有效性验证

本节将 3DCSTM 替换为普通的 Swin Trans‐

former，对比和验证3DCSTM的有效性。不同条件

下2种模块的识别准确率对比如图23所示。EOC 2

和EOC 3下使用Swin Transformer和 3DCSTM取得

了相似的模型识别准确率。而在其他条件下使用

Swin Transformer 时模型识别准确率要低于使用

3DCSTM 时模型识别准确率。3DCSTM 有助于模

型梳理来自多头注意力的信息，提高语义特征提取

能力。

3.7　不同版本MSCSTN的性能分析

本节将MSCSTN模型的3条并行编码结构缺省

为 1条、2条，得到 3个版本的MSCSTN，并将其

标记为 MSCSTN(Base)、MSCSTN(Large)和 MSC‐

STN(Huge)。通过对比不同方法的识别准确率和推

理时间，探究在不同编码分支数量下MSCSTN模

型的识别与实时性能。为了公平起见，所有的测试

实验均在 3.2节介绍的环境中进行且在推理分析时

批次大小设为1。不同版本MSCSTN与现有方法的

性能对比如表 15 所示。MSCSTN(Base)与 A-Con‐

vNet [10]在 SOC、EOC1、EOC2 和 FUSAR-Ship 等

条件下推理时间相近，略低于 CNN＋SVM [29]、

LCNN＋VA[32]的推理时间，仅为 MSCSTN(Huge)

推理时间的 40% 左右，但却可以获得 99.59%、

98.08%、98.71%、89.42%的识别准确率，超过了

A-ConvNet [10]、CNN＋SVM [29]、LCNN＋VA[32]在

同条件下的识别准确率，在一定程度上验证了提出

的DCPP-CTE和 3DCSTM的有效性。MoFFL [36]需

要将从相位历史和散射域学习到的特征与从现成的

深度特征提取器获得的图像特征融合，计算量较

大，推理时间远大于MSCSTN(Huge)，然而，在多

种条件下其识别准确率却低于 MSCSTN(Huge)。

TSMAL[37]利用目标信息与阴影信息学习卷积互补

表示，推理时间略大于MSCSTN(Huge)，然而，在

多种条件下其识别准确率也低于MSCSTN(Huge)。

可以发现，使用适中的推理时间，MSCSTN(Huge)

在多种测试条件下获得了最高的识别准确率。这也

证明了提出的MSCSTN(Huge)的优越性。当计算资

源充足时，可以选择本文提出的模型 MSCSTN

(Huge)。当计算资源受限时， MSCSTN(Base)、

MSCSTN(Large)也是不错的选择。

4　结束语

本文在通用MSTAR数据库上验证了MSCSTN

的有效性。在 SOC下，MSCSTN的识别准确率为

SOC EOC 1 EOC 2 EOC 3 EOC 4 EOC 5
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图23　不同条件下2种模块的识别准确率对比

  表15　 不同版本MSCSTN与现有方法的性能对比

方法

A-ConvNet [10]

CNN＋SVM [29]

LCNN＋VA [32]

M-Net [11]

MoFFL [36]

TSMAL [37]

MSCSTN(Base)

MSCSTN(Large)

MSCSTN(Huge)

编码分支

数量

—

—

—

—

—

—

1

2

3

SOC

识别准确率

99.13%

99.15%

99.54%

99.71%

99.75%

99.37%

99.59%

99.84%

99.92%

推理时间/s

0.002 8

0.004 7

0.004 5

0.006 4

0.013 8

0.009 2

0.003 0

0.005 8

0.008 5

EOC 1

识别准确率

96.12%

97.21%

97.48%

97.48%

98.61%

98.00%

98.08%

98.95%

99.13%

推理时间/s

0.002 6

0.004 8

0.004 2

0.006 2

0.013 3

0.009 0

0.002 9

0.005 7

0.008 6

EOC 2

识别准确率

98.12%

98.09%

98.66%

98.74%

98.57%

98.20%

98.71%

98.99%

99.10%

推理时间/ s

0.002 7

0.004 8

0.004 4

0.006 4

0.013 4

0.009 2

0.003 0

0.005 8

0.008 5

FUSAR-Ship

识别准确率

80.91%

86.02%

83.61%

87.07%

91.19%

90.51%

89.42%

93.40%

93.57%

推理时间/s

0.002 8

0.004 8

0.004 3

0.006 4

0.013 3

0.009 1

0.003 0

0.005 6

0.008 5
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99.92%，优于绝大多数已经提出的方法。在大俯

仰角变化、型号变化、噪声污染、分辨率变化和训

练样本数量有限等EOC与 FUSAR-Ship数据集下，

MSCSTN 的识别准确率都优于其他方法。因此，

MSCSTN具有有效性和鲁棒性，在 SAR ATR系统

中具有很大的应用潜力。

在今后的研究中，鉴于 SAR ATR对实时性的

高要求，需专门探索模型轻量化设计，平衡参数规

模与任务复杂度，减少冗余参数，以提升效率。此

外，尽管 GPU 环境加速了深度网络运算，但在

SAR ATR中，向DSP与FPGA等并行环境移植仍面

临挑战，需深入研究解决方案。
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